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ABSTRAK 

Banyaknya variase genre film yang terseda menyebabkan proses identifikasi genre berdasarkan sinopsis 

menjadi semakin penting untuk membantu pengguna dalam memilih film yang sesuai dengan preferensinya. 

Penelitian ini bertujuan membangun model klasifikasi genre film menggunakan algoritma Support Vector 

Machine (SVM) ysng dipadukan dengan ekstraksi fitur TF-IDFdan N-Gram. Data penelitian diperoleh dari 

Kaggle dan teridiri atas 10.000 data film dengan karakterisitik multi-label yang kemudian di transformasikan 

menjadi single label. Penelitian difokuskan pada empat genre utama, yaiut action, comedy, drama dan horror 

sehingga diperoleh 6.000 data yang digunakan dalam proses pemodelan. Tahapan penelitian meliputi persiapan 

data, prapemrosesan teks, ekstrkasi fitur menggunakan TF-IDF berbasis unigram dan bigram, pembagian data 

serta evaluasi model. Seluruh proses dilakukan menggunakan bahasa pemrograman Python pada platform 

Google Colab. Hasil pengujian menunjukan bahwa model SVM dengan linear mampu mencapai akurasi sebesar 

83%. Berdasarkan hasil evaluasi, genre Horror memperoleh performa terbaik dengan nilai precision sebesar 

91%, recall sebesar 92% dan F1-Score sebesar 92%. Hasil penelitian menunjukan bahwa kombinasi TF-IDF, 

N-Grm dan SVM efekti digunakan untuk melakukan klasifikasi genre film berdasarkan informasi yang 

terkantung dalam sinopsis. 

Kata Kunci : Support Vector Machine, TF-IDF, N-Gram, Klasifikasi Genre Film, Sinopsis 

ABSTRACT 

The wide variety of film genres available makes genre identification based on synopses increasingly important 

in helping users select films that match their preferences. This study aims to develop a film genre classification 

model using the Support Vector Machine (SVM) algorithm combined with TF-IDF and N-Gram feature 

extraction. The research data was obtained from Kaggle and consists of 10,000 movie records with multi label 

characteristics, which were subsequently transformed into single-label data. The study focused on four main 

genres Action, Comedy, Drama, and Horror resulting in 6,000 data points used in the modeling process. The 

research stages included data preparation, text preprocessing, feature extraction using unigram- and bigram-

based TF-IDF, data splitting, and model evaluation. The entire process was carried out using the Python 

programming language on the Google Colab platform. The test results showed that the SVM model with a linear 

kernel achieved an accuracy of 83%. Based on the evaluation results, the Horror genre achieved the best 

performance, with a precision of 91%, a recall of 92%, and an F1-score of 92%. The results of the study indicate 

that the combination of TF-IDF, N-Gram, and SVM is effective for classifying movie genres based on the 

information contained in the synopsis. 

Keywords : Support Vector Machine, TF-IDF, N-Gram, Movie Genre Classification, Synopsis. 
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1. PENDAHULUAN  

Film telah menjadi salah satu bentuk hiburan yang banyak diminatin masyarakat, dimana film dapat  

menyampaikan pesan, nilai, dan emosi kepada penonton. Seiring dengan pertumbuhan industri film dan 

peningkatan jumlah film yang diproduksi setiap tahunnya, kebutuhan akan sistem klasifikasi genre yang 

dapat diandalkan semakin meningkat. Film dapat berasal dari berbagai genre, seperti aksi, horor, komedi, 

dan drama [1]. 

Keberagaman genre film yang tersedia, banyak penikmat film yang mengalami kesulitan pada 

pengguna dalam mengidentifikasi jenis film yang sesuai dengan minat mereka hanya berdasarkan 

sinopsis yang tersedia [2]. Dari konflik yang di ambil, masyarakat memerlukan suatu sistem yang dapat 

membantu dalam mengklasifikasikan genre film. 

Dalam bidang text mining, klasifikasi teks digunakan untuk mengidentifikasi kategori suatu dokumen 

secara otomatis berdasarkan pola informasi yang terkandung di dalamnya [3]. Sinopsis film dapat 

digunakan sebagai sumber informasi untuk menentukan genre film. Namun, variasi panjang teks, 

penggunaan bahasa yang beragam, dan adanya kata-kata yang tidak secara langsung menunjukkan genre 

tertentu adalah semua faktor yang memengaruhi proses klasifikasi sinopsis [4]. Dengan demikian, 

klasifikasi manual menjadi kurang di minati karena penggunaan yang dilakukan dengan waktu yang 

cukup lama. 

Long Short-Term Memory (LSTM) yang telah di terapkan pada penelitian terdahulu untuk klasifikasi 

genre film multilabel dan menghasilkan nilai F1-Score sebesar 0,603 [5]. Pada penelitian terdahulu 

mengenai ekstraksi fitur seperti Term Frequency Inverse DocumenFrecuency(TF-IDF) dengan 

pendekatan rule based memperoleh akurasi sebesar 78,5% dalam menentukan genre film berdasarkan 

sinopsis [6]. Selain itu, penerapan algoritma Support Vector Machine (SVM) yang dipadukan dengan 

TF-IDF pada klasifikasi berita hoax di media sosial X berhasil memperoleh tingkat akurasi sebesar 

82,29%  [7]. 

Meskipun metode TF-IDF dan SVM telah berhasil diterapkan pada berbagai tugas klasifikasi teks, 

termasuk klasifikasi genre film dan deteksi berita hoax, penerapan kombinasi TF-IDF berbasis unigram 

dan bigram dengan algoritma SVM Linear pada klasifikasi genre film berbasis sinopsis masih relatif 

terbatas. Di sisi lain, penelitian berbasis TF-IDF sebelumnya masih banyak menggunakan pendekatan 

rule-based sehingga kemampuan model dalam melakukan generalisasi terhadap variasi teks sinopsis film 

masih terbatas. 

Beberapa penelitian terdahulu telah menunjukkan bahwa metode TF-IDF, N-Gram, dan Support 

Vector Machine (SVM) mampu memberikan hasil yang baik pada berbagai tugas klasifikasi teks. 

Namun, sebagian besar penelitian tersebut diterapkan pada domain selain klasifikasi genre film atau 

belum secara khusus mengevaluasi kombinasi fitur TF-IDF berbasis unigram dan bigram dengan 

algoritma SVM Linear pada dataset sinopsis film yang telah melalui proses penyeimbangan kelas (class 

balancing). Kondisi tersebut menunjukkan masih adanya celah penelitian terkait penerapan kombinasi 

TF-IDF berbasis unigram dan bigram dengan algoritma SVM Linear untuk klasifikasi genre film 

berdasarkan sinopsis. 

Berdasarkan research gap tersebut, penelitian ini mengusulkan penerapan kombinasi TF-IDF, N-

Gram, dan SVM Linear untuk mengklasifikasikan genre film berdasarkan sinopsis. Kontribusi penelitian 

ini terletak pada penggunaan fitur unigram dan bigram secara bersamaan, penerapan Random 

Oversampling untuk mengatasi ketidakseimbangan kelas, serta evaluasi model menggunakan metrik 

accuracy, precision, recall, F1-score, dan confusion matrix. Dengan pendekatan tersebut, diharapkan 

model mampu menghasilkan performa klasifikasi yang baik serta memberikan alternatif metode yang 

lebih sederhana dan efisien dibandingkan pendekatan deep learning. 
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2. METODE 

Penelitin ini menggunakan teknik machine learning dan text mining dengan bantuan tools Goggle 

Colab berbasis Python, yang mencakup pengolahan data, preprocessing teks, ekstraksi fitur TF-IDF dan 

N-Gram, dan proses klasifikasi menggunakan algoritma Support Vector Machine (SVM). Tahapan 

penelitian yang dilakukan dilihat pada Gambar 1. 

 
Gambar 1. Tahapan alur penelitian 

A. Pengumpulan Data 

Pengumpulan data pada penelitian ini diambil dari platform Kaggle [8]. Dataset terdiri dari dua 

dataset, dataset genre film dan dataset film. Data genre film berisi informasi identitas genre berupa id 

dan nama genre, sedangkan data film berisi atribut title, overview, dan genre_ids yang bersifat multi-

label  Classification. Jumlah data yang didapat 10.000 data film dalam proses klasifikasi genre film 

berdasarkan sinopsis. 

B. Integrasi Data 

Proses menyatukan data dari berbagai sumber ke dalam database baru dikenal sebagai integrasi data. 

Ini dapat terjadi pada atribut yang sama atau dengan penambahan atribut baru [9]. Integrasi data 

dilakukan dengan penggabungan dua dataset yang terpisah, yaitu dataset data film dan dataset genre 

film. Proses penggabungan dilakukan dengan mencocokkan atribut genre_ids pada data film dengan 

atribut id pada tabel genre sehingga setiap data film dapat memperoleh informasi nama genre yang 

sesuai. 
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C. Data Preparation 

Data preparation dilakukan untuk mempersiapkan data karena bertujuan meningkatkan kualitas data 

sebelum proses ekstraksi fitur dan klasifikasi algoritma SVM [9]. Pada tahap ini dilakukan beberapa 

proses, yaitu pemilihan atribut, pembersihan data, transformasi label. 

1. Pemilihan Atribut 

Pada tahap ini, atribut yang relevan dipilih, yang berdampak pada proses klasifikasi data [10]. Pada 

penelitian ini, atribut overview sebagai teks sinopsis dan genre sebagai label klasifikasi. 

2. Pembersihan Data 

Dataa yang tidak valid atau memiliki missing value (nilai kosong) harus di hilangkan pada proses 

pembersihan data.. Data yang tidak lengkap dapat mempengaruhi kualitas analisis dan mengurangi 

kemampuan model dalam proses klasifikasi algoritma SVM [11]. 

3. Multi-label  menjadi Single-label 

Dalam penelitian ini, dataset film memiliki karakteristik klasifikasi multi-label, dimana pada salah 

satu kolom genre memiliki lebih dari satu genre. Namun, yang dibutuhkan dari algoritma Support 

Vector Machine (SVM) hanya satu kelas target untuk setiap data yang digunakan [12]. Pada tahap 

ini dilakukan proses transformasi data multi-label  menjadi Single-label dengan memilih satu genre 

utama pada setiap data film, karena pada dataset IMDb, urutan genre umumnya merepresentasikan 

genre dominan film. Selanjutnya, penelitian ini hanya menggunakan empat genre dengan frekuensi 

kemunculan tertinggi, yaitu Action, Drama, Comedy, dan Horror.  

4. Penyeimbangan Kelas (Class balancing) 

Penyeimbangan kelas atau Class balancing merupakan teknik yang digunakan untuk mengatasi 

ketidakseimbangan distribusi jumlah data pada setiap kelas. Ketidakseimbangan data dapat 

memperburuk model untu mengenali kelas tertentu [13]. Pada penelitian ini, proses Class balancing 

dilakukan menggunakan teknik Random Oversampling pada empat genre dominan, yaitu Action, 

Comedy, Drama, dan Horror digunakan teknik Random Oversampling yang dapat melakukan 

proses dengan menambahkan sampel data secara acak pada kelas dengan jumlah data yang lebih 

sedikit, sehingga data pada tiap kelas menjadi seimbang [14]. 

D. Text preprocessing 

Pada tahap ini dilakukan proses pembersihan dan normalisasi data teks. Text preprocessing bertujuan 

untuk mengurangi noise pada dataset yang dapat direpresentasikan dengan lebih baik dan mudah diolah 

[15]. Beberapa tahapan processing terdiri dari: 

1. Cleaning Text (Pembersihan Teks) 

Proses pembersihan teks, teks dari karakter atau elemen yang tidak perlu akan di bersihkan [16]. 

Tujuan dari langkah ini adalah untuk mengurangi noise pada dataset dengan menghapus angka, 

simbol, tanda baca, karakter khusus, URL, dan spasi yang berlebihan dalam data sinopsis film. 

2. Case Folding 

Setelah pembersihan teks selesai, langkah selanjutnya adalah melakukan perubahan pada setiap 

huruf menjadi huruf kecilkarakter dari teks  diumengubah seluruh huruf dalam teks menjadi huruf 

kecil, sehingga format penulisan kata sebanding dengan data sinopsis film [17]. 
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3. Tokenizing 

Proses ini bertujuan untuk memisahkan kalimat menjadi bagian kata [18]. Pada tahap ini, proses 

Tokenizing dilakukan dengan memisahkan teks sinopsis film  berdasarkan spasi dan tanda pemisah 

tertentu. 

4. Stopword Removal 

Stopword Removal dilakukan dengan menghapus kata umum yang tidak memiliki makna, seperti 

"a", "the", "her", dan "in" agar model dapat fokus pada kata yang relavan untuk proses klasifikasi 

teks [19].  

5. Lemmatization 

Tahap ini bertujuan untuk mengubah kata ke bentuk dasar atau kata asli berdasarkan struktur 

morfologi dan konteks kata dalam kalimat  [20]. Dalam penelitian ini, proses lematisasi diterapkan 

pada data sinopsis film berbahasa Inggris. Misalnya, perubahan kata “watching” menjadi “watch” 

dan “movies” menjadi “movie”. Tujuan dari proses ini adalah untuk meningkatkan representasi fitur 

TF-IDF dan membantu algoritma SVM. 

E. Ekstraksi Fitur 

Setelah melalui tahap data preparation, dilakukan proses ekstraksi fitur dengan mentransformasi data 

yang awalmya berbentuk teks  menjadi numerik sehingga algoritma SVM dapat memproses dengan baik 

[21]. Salah satu metode yang dipakai adalah TF-IDF berbasis N-GRam  

1. N-Gram 

Metode N-Gram adalah model bahasa yang didasarkan pada hubungan kolinear antar karakter atau 

kata dalam teks, yaitu mengambil potongan n karakter atau kata dari string secara berurutan [22]. 

Rumus N-Gram 

𝑁𝑡𝑟 − 𝑔𝑟𝑎𝑚 = (𝑤1, 𝑤2, . . . , 𝑤𝑛)    (1) 

Dimana: 

 𝑤1, 𝑤2, . . . , 𝑤𝑛 = urutan kata 

 𝑛𝑛𝑛    = jumlah kata 

 

Rumus Jumlah N-Gram 

𝐽𝑢𝑚𝑙𝑎ℎ 𝑁 − 𝑔𝑟𝑎𝑚 = 𝑇 − 𝑁 + 1    (2) 
Dimana: 

 𝑇  = jumlah token 

 𝑁 = ukuran gram 

Fitur teks yang terbentuk dari hasil penerapan metode N-Gram  adalah unigram dan bigram yang 

akan digunakan pada proses TF-IDF. 

  

2. TF-IDF 

Metode ekstraksi fitur TF-IDF memberikan bobot pada kata berdasarkan tingkat kemuculan kata 

dalam seluruh dataset [21]. Metode ini juga digunakan untuk memberikan bobot pada fitur teks hasil 

preprocessing dan untuk mengekstraksi N-Gram dari sinopsis film. 

Rumus Term Frequency (TF) 

𝑇𝐹(𝑡, 𝑑) =  ∑
𝑡,𝑑

𝑓𝑘,𝑑

𝑓
𝑘      (3) 

Dimana: 

 𝐹𝑡, 𝑑 = jumlah kemunculan term t pada dokumen  
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 ∑ 𝑓𝑘, 𝑑𝑘  = jumlah seluruh kata pada dokumen  

 

 

Rumus Inverse Document Frequency (IDF) 

𝐼𝐷𝐹(𝑡) = 𝑙𝑜𝑔 (
𝑁

𝑑𝑓(𝑡)
)     (4) 

 

Dimana: 
N = jumlah seluruh dokumen 

𝑑𝑓(𝑡) = jumlah dokumen yang mengandung term t 

Rumus TF-IDF 

𝑇𝐹 − 𝐼𝐷𝐹(𝑡, 𝑑) = 𝑇𝐹(𝑡, 𝑑)\𝑡𝑖𝑚𝑒𝑠𝐼𝐷𝐹(𝑡)   (5) 

Metode TF-IDF digunakan untuk meningkatkan fitur teks yang dihasilkan dari preprocessing serta 

ekstraksi N-Gram dari sinopsis film. Library TfidfVectorizer digunakan untuk melakukan proses 

ekstraksi fitur dalam penelitian ini. Parameter ngram_range=(1,2) memungkinkan unigram dan 

bigram, dan parameter max_features=5000 membatasi jumlah fitur yang digunakan. Untuk 

mengurangi kompleksitas data, parameter max_features=5000 digunakan untuk mengambil fitur 

kata yang dapat mengurangi jumlah kata yang muncul kurang dari dua. Sementara itu, parameter 

min_df=2 mengabaikan kata yang muncul kurang dari dua, dan parameter max_df=0.8 

mengabaikan kata yang terlalu sering muncul di sebagian besar data. 

F. Modeling 

Pada tahap ini, SVM yang menjadi modeling pada penelitian ini digunakan untuk proses klasifikasi 

data yang dimasukkan ke dalam proses klasifikasi genre film dari hasil ekstraksi fitur TF-IF. Metode 

klasifikasi yang mencari hyperplane terbaik untuk memisahkan dat atar kelas berdasarkan fitur yang 

digunakan adalah SVM [23]. 

Sebelum proses pelatihan model dimulai, dilakukan pelatihan dan pengujian data dengan membagi 

data menjadi dua bagian. Data pelatihan digunakan untuk membangun model klasifikasi SVM, 

sedangkan data pengujian digunakan untuk mengevaluasi kinerja model dalam memprediksi genre film 

berdasarkan sinopsis. Karena kernel linear memiliki kinerja yang baik dalam menangani data teks 

berukuran besar, proses klasifikasi SVM menggunakan kernel ini.  

Pada tahap pelatihan, model SVM mempelajari pola dari fitur TF-IDF untuk membentuk hyperplane 

optimal yang mampu memisahkan setiap kelas genre film. Apabila terdapat dua fitur TF-IDF yang 

direpresentasikan sebagai x₁ dan x₂, maka hyperplane dapat dituliskan dalam bentuk: 

2𝑥_1 +  3𝑥_2 −  6 =  0    (6) 

Jika suatu data memiliki nilai fitur x₁ = 1 dan x₂ = 2, maka proses klasifikasi dilakukan dengan 

menghitung nilai hyperplane sebagai berikut: 

2(1)  +  3(2)  −  6 =  2    (7) 

Karena hasil perhitungan bernilai positif, maka data diklasifikasikan ke dalam kelas genre tertentu 

Sebaliknya, apabila hasil perhitungan bernilai negatif, maka data akan diklasifikasikan ke kelas lainnya. 

 

G. Evaluasi 
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Untuk mengetahui seberapa baik model klasifikasi yang telah dibagun untuk setiap kelas genre film, 

evaluasi dilakukan di akhir pemrosesan dengan menggunakan metode confusion matrix. Confusion 

matrix kan menghasilkan sejumlah metrik pengujian seperti accuracy, precision, recall dan F1-Score. 

Tahap akhir dari proses data mining adalah tahap evaluasi. Tujuan dari tahap ini adalah untuk 

mengetahui seberapa baik model klasifikasi yang telah dibangun untuk setiap kelas genre film berfungsi. 

Evaluasi dilakukan dengan menggunakan metode confusion matrix, yang menghasilkan sejumlah metrik 

pengujian, yaitu accuracy, precision, recall, dan F1-score [24].  

Berda+sarkan nilai Confusion matrix tersebut, selanjutnya dilakukan perhitungan accuracy, 

precision, recall, dan F1-score [25]. 

Berdasarkan nilai Confusion matrix tersebut, selanjutnya dilakukan perhitungan accuracy, precision, 

recall, dan F1-score [28]. 

1. Accuracy digunakan untuk menghitung jumlah prediksi yang berhasil diklasifikasikan dengan 

benar terhadap data pengujian secara keseluruhan. 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
𝑋 100    (8) 

 

2. Precision digunakan untuk menentukan seberapa tepat model dalam memberikan prediksi untuk 

kelas tertentu. 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
𝑋 100     (9) 

 

3. Recall digunakan untuk mengukur kemampuan model untuk menemukan seluruh data yang 

benar-benar termasuk ke dalam suatu kelas. 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
𝑋 100     (10) 

 

4. F1-score adalah metrik yang menggabungkan nilai Precision dan Recall untuk memberikan 

gambaran yang lebih seimbang tentang bagaimana model klasifikasi bekerja. 

𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 𝑋 
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛×𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙
    (11) 

3. HASIL DAN PEMBAHASAN 

A. Pembahasan 

1) Dataset  

Dataset yang digunakan dalam penelitian ini diperoleh dari platform Kaggle dengan judul IMDb 

Movie Genre Classification. Dataset yang didapat terdiri dari dua bagian data yang terpisah, 

kemudian dilakukan proses integrasi data sehingga menjadi satu dataset yang utuh. 

Dataset berisi data teks berupa sinopsis film (overview) beserta label genre film. Jumlah awal 

dataset yang digunakan sebanyak 10.000 data dengan karakteristik multi-label, yaitu satu data film 

dapat memiliki lebih dari satu genre. Atribut yang digunakan dalam penelitian ini terdiri dari atribut 

overview sebagai data teks sinopsis dan atribut genre sebagai label klasifikasi. 

Tabel 2. Contoh dataset 

Title Overview Genre 

The Pianist The actual account of pianist Wałysław Szpilman's experiences during 
the Nazi occupation of Warsaw. Szpilman gets work playing at a café 

Drama, 
War 
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Title Overview Genre 

when the city's Jews are forced into a ghetto. When his family is 
deported in 1942, he stays behind, works as a laborer for a while, and 

eventually hides among the city's ruins. 

Whiplash A gifted young drummer starts to strive for excellence at any costs, 

even his humanity, under the guidance of a cruel master. 

Drama, 

Music 

Se7en Two homicide detectives are on a desperate hunt for a serial killer 
whose crimes are based on the "seven deadly sins" in this dark and 

haunting film that takes viewers from the tortured remains of one 

victim to the next. The seasoned Det. Somerset researches each sin in 
an effort to get inside the killer's mind, while his novice partner, Mills, 

scoffs at his efforts to unravel the case. 

Crime, 
Mystery, 

Thriller 

2) Data Preparation 

Tahap data preparation dilakukan untuk mempersiapkan dataset sebelum proses ekstraksi fitur 

dan klasifikasi menggunakan algoritma SVM. Proses ini meliputi pemilihan atribut, pembersihan 

data, transformasi multi-label menjadi Single-label, serta penyeimbangan kelas (class balancing). 

Pada tahap pemilihan atribut digunakan atribut overview sebagai data teks sinopsis dan atribut genre 

sebagai label klasifikasi. Setelah dilakukan pemilihan label, selanjutnya dilakukan pengecekan pada 

data untuk menghapus data kosong (missing value). 

 

Gambar 2. Hasil pengecekan missing value dataset 

Berdasarkan hasil pengecekan pada Gambar 2, ditemukan data kosong (missing value) pada atribut 

overview sebanyak 1 data dan atribut genre sebanyak 3 data. Data yang memiliki nilai kosong tersebut 

kemudian dihapus karena dapat mempengaruhi proses pengolahan dan klasifikasi data. Jumlah data 

yang digunakan setelah proses pembersihan menjadi sebanyak 9.996 data. 

 

Gambar 3. Hasil pembersihan missing value dataset 

Setelah proses pengecekan missing value dilakukan, tahapan berikutnya adalah dilakukan proses 

transformasi data multi-label menjadi Single-label dengan memilih genre pertama pada atribut genre 

sebagai label utama film. Penelitian ini hanya menggunakan empat genre, yaitu Action, Comedy, 

Drama, dan Horror. Pemilihan keempat genre tersebut didasarkan pada jumlah frekuensi kemunculan 

data terbanyak pada dataset. 

 
Gambar 4. Hasil distribusi setelah transformasi Single-label 
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Pada Gambar 4, distribusi jumlah data pada setiap genre masih belum seimbang. Genre Drama 

memiliki jumlah data terbanyak sebanyak 2236 data, sedangkan genre Horror memiliki jumlah data 

paling sedikit sebanyak 881 data. Ketidakseimbangan distribusi data tersebut dapat mempengaruhi 

performa model klasifikasi sehingga diperlukan proses class balancing. 

Proses class balancing dilakukan menggunakan teknik Random Oversampling pada empat genre 

utama, yaitu Action, Comedy, Drama, dan Horror. Teknik ini dilakukan dengan menambahkan data 

secara acak pada kelas minoritas hingga jumlah data pada setiap kelas menjadi seimbang. 

 

Gambar 5. Hasil distribusi class balancing dataset 

Berdasarkan Gambar 5, proses Random Oversampling berhasil menyeimbangkan jumlah data 

pada setiap genre sehingga masing-masing kelas memiliki 1500 data. 

3) Text preprocessing 

Tahapan text preprocessing yang dilakukan pada penelitian ini terdiri dari Cleaning Text, Case 

Folding, Tokenizing, Stopword Removal, dan Lemmatization. 

• Cleaning Text (Pembersihan Teks) 

Proses pembersihan teks melibatkan penghapusan karakter yang tidak diperlukan, seperti tanda 

baca, angka, simbol, dan spasi berlebihan pada data sinopsis film. Berikut adalah contoh hasil 

pembersihan teks: pada tabel 3. 

Tabel 3. Contoh hasil Cleaning Text 

Kalimat asli Setelah Cleaning Text 

At the height of the Cold War, a mysterious criminal 

organization plans to use nuclear weapons and 
technology to upset the fragile balance of power between 

the United States and Soviet Union. CIA agent Napoleon 
Solo and KGB agent Illya Kuryakin are forced to put 

aside their hostilities and work together to stop the 

evildoers in their tracks. The duo's only lead is the 
daughter of a missing German scientist, whom they must 

find soon to prevent a global catastrophe. 

At the height of the Cold War a mysterious criminal 

orgnization plans to use nuclear weapons and 
technology to upset the fragile blance of power 

between the United Statess and Soviet Union CIA 
agent Napoleon Solo and KGB agent Illya Kuryakin 

are forced to put aside their hostilites and work 

together to stop the evildoers in their tracks The duos 
only lead is the daughter of missing German scientist 

whom they must find soon to prevent a global 

catastrophe 

• Case Folding 
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Tujuan dari teknik ini adalah untuk mengubah teks sinopsis menjadi huruf kecil. Contoh hasil Case 

Folding ditunjukan pada tabel 4. 

Tabel 4. Contoh hasil Case Folding 

Kalimat Case Folding 

at the height of the cold war a mysterious criminal organization plans to use nuclear weapons and technology to 

upset the fragile blance of power betwen the united states and soviet union cia agent napoleon solo and hostilites and 
work together to stop the evildoers in their the duos only lead is the daughter od missing german scientist whom they 

must find soon to prevent a global catastrophe 

• Tokenizing 

Tahap ini bertujuan untuk memecah kalimat pada sinopsis menjadi bagian kata atau token. Contoh 

hasil Tokenizing ditunjukan pada tabel 5. 

Tabel 5. Contoh hasil Tokenizing 

Kalimat Tokenizing 

'at', 'the', 'height', 'of', 'the', 'cold', 'war', 'a', 'mysterious', 'criminal', 'organization', 'plans', 'to', 'use', 'nuclear', 'weapons', 
'and', 'technology', 'to', 'upset', 'the', 'fragile', 'balance', 'of', 'power', 'between', 'the', 'united', 'states', 'and', 'soviet', 

'union', 'cia', 'agent', 'napoleon', 'solo', 'and', 'kgb', 'agent', 'illya', 'kuryakin', 'are', 'forced', 'to', 'put', 'aside', 'their', 
'hostilities', 'and', 'work', 'together', 'to', 'stop', 'the', 'evildoers', 'in', 'their', 'tracks', 'the', 'duos', 'only', 'lead', 'is', 'the', 

'daughter', 'of', 'a', 'missing', 'german', 'scientist', 'whom', 'they', 'must', 'find', 'soon', 'to', 'prevent', 'a', 'global', 

'catastrophe' 

• Stopword Removal 

Stopword removal dilakukan dengan menghapus kata umum yang dianggap tidak memiliki informasi 

apapun. Contoh hasil Stopword Removal ditunjukkan pada Tabel 6. 

Tabel 6. Contoh hasil Stopword Removal 

Kalimat Stopword Removal 

'height', 'cold', 'war', 'mysterious', 'criminal', 'organization', 'plans', 'use', 'nuclear', 'weapons', 'technology', 'upset', 

'fragile', 'balance', 'power', 'united', 'states', 'soviet', 'union', 'cia', 'agent', 'napoleon', 'solo', 'kgb', 'agent', 'illya', 
'kuryakin', 'forced', 'put', 'aside', 'hostilities', 'work', 'together', 'stop', 'evildoers', 'tracks', 'duos', 'lead', 'daughter', 

'missing', 'german', 'scientist', 'must', 'find', 'soon', 'prevent', 'global', 'catastrophe' 

• Lematization 

Tahap Lemmatization dilakukan untuk mengubah kata ke bentuk dasar semula kata. Contoh hasil 

Lemmatization ditunjukkan pada Tabel 7. 

Tabel 7. Contoh hasil Lematization 

Kalimat Lematization 

'height', 'cold', 'war', 'mysterious', 'criminal', 'organization', 'plan', 'use', 'nuclear', 'weapons', 'technology', 'upset', 'fragile', 

'balance', 'power', 'unite', 'state', 'soviet', 'union', 'cia', 'agent', 'napoleon', 'solo', 'kgb', 'agent', 'illya', 'kuryakin', 'force', 'put', 

'aside', 'hostilities', 'work', 'together', 'stop', 'evildoers', 'track', 'duos', 'lead', 'daughter', 'miss', 'german', 'scientist', 'must', 'find', 

'soon', 'prevent', 'global', 'catastrophe' 

Dari tahapan text preprocessing yang telah dilakukan, data sinopsis film berhasil dibersihkan dan 

dinormalisasi dan siap digunakan pada tahap ekstraksi fitur TF-IDF dan N-Gram. 
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4) Ekstraksi Fitur 

Setelah tahap text preprocessing selesai dilakukan, data teks kemudian diekstraksi menggunakan 

metode N-Gram dan TF-IDF untuk menghasilkan representasi numerik dari sinopsis film. 

Tabel 8 Contoh hasil bobot TF-IDF 

Term TF-IDF Score 

friends 0.008518 

high school 0.004766 

world war 0.002474 

serial killer 0.001615 

Tabel 8 menunjukkan hasil pembobotan TF-IDF, yang menunjukkan bahwa fitur kata memiliki nilai 

bobot yang berbeda sesuai dengan tingkat kemunculannya dalam dataset. Kata dengan nilai TF-IDF yang 

lebih tinggi menunjukkan bahwa kata tersebut lebih spesifik dalam mewakili genre film tertentu. 

Selanjutnya, hasil pembobotan ini dimasukkan ke dalam proses klasifikasi dengan algoritma SVM.  

5) Pembagian Data 

Pada tahap modeling, SVM digunakan untuk mengklasifikasikan genre film. Hasil dari ekstraksi fitur 

TF-IDF berbasis N-Gram dibagi menjadi data pelatihan dan data pengujian dengan rasio 80:20. Model 

klasifikasi menggunakan kernel linear untuk memproses teks yang dihasilkan dari ekstraksi fitur. Setelah 

pelatihan selesai, model digunakan untuk memprediksi genre film berdasarkan data pengujian. 

B. Hasil Evaluasi Model 

Algoritma Support Vector Machine (SVM) digunakan untuk melakukan proses klasifikasi genre film 

menggunakan fitur yang diperoleh dari metode TF-IDF berbasis N-Gram, dan data pengujian (testing 

data) sebesar 20% dari seluruh dataset digunakan untuk menguji model. Hasil pengujian menunjukkan 

bahwa keakuratan model sebesar 83% lebih tinggi dibandingkan dengan hasil penelitian sebelumnya 

yang berbasis aturan TF-IDF sebesar 78,5% [26]. Hasil ini menunjukkan bahwa model dibuat dapat 

mengklasifikasikan genre film berdasarkan sinopsis dengan tingkat ketepatan yang cukup baik. 

Tabel 9 Hasil evaluasi model 

 Precision Recall F1-score Support 

Action 84% 89% 86% 289 

Comedy 78% 80% 79% 283 

Drama 80% 73% 76% 330 

Horor 91% 92% 92% 298 

Accuracy 83% 

Genre horor memiliki performa terbaik, menurut Tabel 9, dengan nilai precision sebesar 0,91, recall 

sebesar 0.92, dan nilai F1-sebesar 0.92, menunjukkan bahwa karakteristik kata genre horor lebih mudah 

dikenali oleh model klasifikasi. Genre Drama memiliki nilai F1-sebesar paling rendah, yaitu 0.76. Situasi 

ini menunjukkan bahwa genre drama memiliki ciri-ciri teks yang lebih beragam dan lebih mirip dengan 

genre lain. 
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Gambar 6. Hasil confusion matrix 

Berdasarkan hasil confusion matrix pada gambar 6, Pada masing-masing genre data berhasil 

diklasifikasi dengan benar. Jumlah data yang benar untuk genre Action adalah 257, genre Comedy adalah 

225, genre Drama adalah 242, dan genre Horror adalah 275. Namun, masih ada beberapa kesalahan 

dalam klasifikasi genre, terutama pada genre Drama yang sering dianggap sebagai komedi karena 

kosakata yang mirip seperti hubungan sosial, keluarga, dan kehidupan sehari-hari, yang menunjukkan 

adanya kemiripan karakteristik kata pada kedua genre tersebut. 

4. KESIMPULAN 

Support Vector Machine (SVM) yang digunakan dengan paduan fitur TF-IDF dan N-Gram paa 

penelitian ini berhasil diterapkan untuk melakukan klasifikasi genre film berdasarkan sinopsis. Melalui 

tahapan prapemrosesan teks, pembersihan data, normalisasi huruf, pemecahan kata, penghapusan 

stopword dan lemmatisasi dapat meningkatkan kualitas representasi teks sehingga proses klasifikasi 

menjadi lebih efisien. Penggunaan N-Gram juga membantu model menemukan hubungan antar kata 

yang muncul dalam sinopsis film. 

Hasil pengujian menunjukkan bahwa model yang dibangun mampu mencapai tingkat akurasi sebesar 

83%. Genre horor memiliki nilai F1 tertinggi sebesar 92%, sedangkan genre drama memiliki nilai F1 

yang lebih rendah karena karakteristik teksnya cenderung lebih beragam dan mirip dengan genre lain. 

Secara keseluruhan, kombinasi TF-IDF, N-Gram, dan SVM terbukti mampu memberikan kinerja yang baik 

dalam proses klasifikasi genre film berdasarkan sinopsis. 

Penelitian ini masih memiliki beberapa keterbatasan. Dataset yang digunakan hanya difokuskan pada 

empat genre utama, yaitu Action, Comedy, Drama, dan Horror, sehingga belum dapat merepresentasikan 

seluruh variasi genre film yang tersedia. Selain itu, proses transformasi data multi-label menjadi single-

label berpotensi menyebabkan hilangnya informasi genre lain yang juga dimiliki oleh suatu film. Untuk 

penelitian selanjutnya, pendekatan multi-label classification dapat diterapkan sehingga satu film dapat 

diklasifikasikan ke dalam lebih dari satu genre secara bersamaan.  
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